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摘  要：亚稳态高熵合金因其在高应变率下优异的力学性能而受到广泛关注。然而，由于对微观结构与冲击响应

关系的认识不足，限制了其在高应变率下的工程应用。本研究采用一种结合晶体塑性有限元方法和卷积神经网络的深

度学习框架，阐明了微观结构与冲击响应之间的关系。基于晶体塑性模拟收集数据集，该数据集包含高应变率下亚稳

态高熵合金在拉伸、压缩和剪切载荷条件下不同织构的完整应力应变响应和相变体积分数的演变。构建了一个双分支

卷积神经网络模型，输入为织构和载荷条件。该模型的两个分支用于预测不同的输出：即应力应变曲线与马氏体体积

分数的演变。基于收集的数据集对卷积神经网络模型进行训练。结果表明，该模型能够准确预测高应变率条件下亚稳

态高熵合金的冲击响应。该研究进一步证明了深度学习框架在保证预测精度的同时，相比晶体塑性有限元模拟具有显

著的计算效率优势。为高效评估高应变率下亚稳态高熵合金的力学行为提供了一种新思路。
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Abstract: Metastable high-entropy alloys (HEA) have attracted considerable attention due to their exceptional mechanical 

properties at high strain rates. However, their engineering applications are limited by an incomplete understanding of the 

relationship between microstructure and shock response. An end-to-end deep learning framework has been implemented, 

combining the crystal plasticity finite element (CPFE) method with a convolutional neural network (CNN) to elucidate the 

mapping between microstructure and shock response. A crystal plasticity constitutive model, which couples dislocation slip and 

martensitic transformation mechanisms, has been developed and validated against experimental results, confirming the model's 

effectiveness. Based on this constitutive model, a dataset for training the deep learning model is generated, including the complete 

stress-strain response and martensite volume fraction evolution of metastable HEA with corresponding textures and loading 

conditions at high strain rates. The two-branch CNN model is used to extract microstructural features and make forward 

predictions of mechanical responses at high strain rates. Its input is microstructural information in image format, including Euler 
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angles and loading conditions, and its output consists of two branches corresponding to stress-strain curves and the evolution of 

transformed volume fraction, respectively. Based on shared convolutional features and two parallel regression branches, the 

model predicts the stress-strain curve and martensite volume fraction evolution for a given input. The results show that the model 

can accurately predict the shock response of metastable HEA under high strain rate conditions. The predicted yield stress, peak 

stress, and martensite volume fraction under different loading conditions and microstructures are in good agreement with the 

CPFE results. This study further demonstrates that the deep learning framework offers significant computational efficiency 

advantages over crystal plasticity finite element simulations while maintaining prediction accuracy. This work helps to clarify the 

connection between shock response and microstructural evolution in metastable HEA, and lays the foundation for optimizing the 

shock response of metastable HEA at different temperatures through customized microstructural design.

Keywords: deep learning; high strain rate; crystal plasticity; metastable high entropy alloy

金属材料高应变率下的剪切局域化失效通常会导致尖端装备的灾难性事故，亚稳态高熵合金由于

其优异的强度塑性协同，成为抵抗冲击失效的有效候选材料 [1-3]。系统研究和调控亚稳态高熵合金

在高应变率下的冲击响应对于拓展其工程应用具有重要的理论价值和实际意义。

作为一种新型的合金体系，亚稳态高熵合金已成为高性能结构材料研究的重要方向。亚稳态是指

合金的状态并非热力学上的全局最低能态，通过成分和组织设计引入亚稳态特征，可以显著改善高熵

合金的力学性能。亚稳态高熵合金在高应变率下优异的冲击性能得益于位错滑移、孪生和应变诱发马

氏体相变等多种变形机制的协同作用 [4-6]。在亚稳态高熵合金中，其较低的热力学稳定性有利于马

氏体相变的发生[7, 8]。Fe50Mn30Co10Cr10 在动态单轴拉伸后的组织表征表明发生了马氏体相变，展

现出了优异的强度-塑性协同效应 [2]。在动态压缩载荷下，V10Cr10Fe45Co35 表现出 1.6GPa 的极

限抗压强度，这归因于马氏体相变机制的激活，从而显著改善了应变硬化，提高了材料的冲击响应 
[9]。Yang 等研究了 Fe40Mn40Co10Cr10 在动态压缩下的强度-塑性协同作用，发现马氏体相变的发生

在几乎不损失塑性的前提下显著提高了材料强度 [10]。
Xie 等发现 FeNiCrCoCu 高熵合金的冲击相变严重依赖于晶体取向 [11]。高熵合金不同的织构使

材料的变形机制发生从位错滑移到位错滑移与孪生的转变，显著影响了材料强度 [12]。Xu 等通过分

子动力学模拟发现，沿[001]方向冲击主要产生 HCP 相，而[110]方向则是发现了低密度位错[13]。通

过 1045 钢板冲击实验事后表征发现，球化微观结构的不连续屈服归因于低初始位错密度和低位错成

核率[14]。目前已经对亚稳态高熵合金的冲击响应进行了部分研究，但是由于定量机制表征的局限性，

很难捕捉微观组织演变或载荷条件与冲击响应之间的定量关系。

为了克服这些挑战，晶体塑性有限元方法可以有效地解释亚稳态高熵合金中的变形机制，并捕捉

微观结构和载荷条件对冲击响应的影响 [15-17]。然而晶体塑性有限元方法计算量大，受制于计算资

源。随着计算机科学的发展，深度学习为研究微观结构演化与载荷条件及冲击响应之间的关系提供了

新的视角[19-21]。近期研究越来越多地探索使用深度学习方法加速晶体塑性模拟[22-24]。全连接神经

网络已被用于预测变形后织构以及单晶在不同载荷路径下的应力-应变响应 [25]。此外，Tran 等揭示

了不同材料微观结构特征与屈服应力之间的跨尺度关系 [26]。然而，这些研究大多受限于模型架构

的简单性，通常局限于低维特征映射。随着微观结构描述符数量的增加，基于人工神经网络的模型往

往表现出训练不稳定性，并导致准确性下降。

凭借其局部连通性和参数共享等架构特性，卷积神经网络显著减少了高维特征映射任务所需的参

数。liu 等成功地利用卷积神经网络预测了异质多晶体中微孔洞的演变 [27]。Han 等实现了对双相钢

中应力-应变响应的有效预测 [28]。Inal 等系统地研究了卷积神经网络模型的架构和超参数配置，并

进一步将其应用于预测不同织构下的应力-应变曲线 [29]。Carl 等将卷积神经网络应用于增材制造合

金，建立了微观结构与应力-应变响应之间的映射 [30]。然而，这些工作主要集中于微观结构和力学

响应之间的单一相关性，并没有考虑载荷条件和变形过程中相变等关键物理变量的动态演变。
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本研究提出了一个双分支卷积神经网络框架来预测不同织构和载荷条件下的冲击响应（即应力-
应变曲线和相变分数的演变）。该框架如图 1 所示，包含四个部分：数据生成、数据预处理、训练

和验证以及最终预测。在第二部分中，利用耦合相变机制的晶体塑性有限元本构模型构建数据集。在

训练和预测部分，训练了卷积神经网络来捕捉微观结构与应力-应变曲线以及相变分数演变之间的定

量关系（见第三部分和第四部分）。

图 1 基于卷积神经网络的冲击响应预测工作流程

Fig.1 Schematic of shock response prediction based on convolutional neural networks

1 方法

1.1 晶体塑性框架
从连续介质力学的角度看，表征从初始构型到当前构型转变的总变形梯度可以乘法分解为弹性分

量和塑性分量

𝐅 =
∂𝑥
∂𝑋 = 𝐅𝑒𝐅𝑝#(1)

式中： x 和 X 分别代表当前构型和初始构型，  为变形梯度的弹性部分，  为变形梯度的塑性部𝐅𝑒 𝐅𝑝

分。

第二 P-K 应力  可以由格林应变通过胡克定律进行计算𝐒

𝐒 = ℂ:𝐄𝒆#(2)

式中：  是四阶弹性张量，对于立方晶体，由三个独立的弹性常数 、 、 决定。格林应变ℂ 𝐶11 𝐶12 𝐶44

张量  由弹性变形梯度计算𝐄𝒆

𝐄𝑒 =
1
2(𝐅T

𝑒𝐅𝑒−𝐈)#(3)

塑性变形梯度由塑性速度梯度表示

𝐅𝑝 = 𝐋𝑝𝐅𝑝#(4)

塑性速度梯度  由所有的塑性变形机制贡献，本文中的塑性变形机制包含位错滑移与马氏体相𝐋𝑝

变。因此塑性速度梯度  可以被表示为𝐋𝑝

𝐋𝑝 = (1−𝑓𝑡𝑟)∑𝑁𝑠

𝛼 = 1
𝛾𝛼𝐦𝛼 ⊗ 𝐧𝛼 + 𝑓𝑡𝑟∑

𝑁𝑡𝑟

𝛽 = 1
𝛾 𝛽

𝑡𝑟𝐦 𝛽
𝑡𝑟 ⊗ 𝐧 𝛽

𝑡𝑟#(5)
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式中：  为总的相变体积分数，  为滑移系  上的剪切应变率，m 和 n 为滑移方向𝑓𝑡𝑟 = ∑𝑁𝑡𝑟
𝛽 = 1

𝑓𝛽 𝛾𝛼 𝛼

与滑移面法向，  为相变系  上的剪切滑移率，  和  为变形方向与惯习面法向，𝛾 𝛽
𝑡𝑟 𝛽 𝐦𝑡𝑟 𝐧𝑡𝑟 𝑁𝑠 = 𝑁𝑡𝑟

 为 FCC 结构中滑移系与相变系的个数。= 12
通过 Orowan 方程得到每个滑移系统的剪切应变率

𝛾𝛼 = 𝜌𝛼𝑏𝑣𝛼#(6)

式中：  是滑移系的位错密度，b 为伯氏矢量的大小，位错运动速度  被表示为𝜌𝛼 𝑣𝛼

𝑣𝛼 = 𝑣0𝑒𝑥𝑝{−𝑄
𝑘𝑇 {1−{〈𝜏𝛼−𝜏 𝛼

𝐿𝑅〉
𝜏 𝛼

𝑆𝑅
}𝑝}𝑞}sgn(𝜏𝛼)#(7)

式中： Q=3.5×10-16mJ 为激活能，k=1.38×10-20 mJ/k 为玻尔兹曼常数，T 为瞬态温度，p 和 q 为

热激活参数。  分别代表滑移系  上的分切应力、长程阻力、短程阻力 [31]。𝜏𝛼、𝜏 𝛼
𝐿𝑅、𝜏 𝛼

𝑆𝑅 𝛼

位错密度的演变可以表示为

𝜌𝛼 =
𝑘𝑚𝑢𝑙𝑡|𝛾𝛼|

𝑏Λ𝛼 −
2𝑘𝑎𝑛𝑛𝑖

𝑏 𝜌𝛼|𝛾𝛼|#(8)

式中：  代表位错增值系数与湮灭系数，  为位错运动的平均自由程 [32]𝑘𝑚𝑢𝑙𝑡、 𝑘𝑎𝑛𝑛𝑖 Λ𝛼

1

Λ𝛼 =
1
𝑑 +

1

𝜆 𝛼
slip

+
1

𝜆𝛼
tr

#(9)

式中： d 为平均晶粒尺寸，第二项表示由位错滑移引起的自由程变化 ，  是相互作用参数，
1

𝜆 𝛼
slip

=
𝜑

𝑖slip
𝜑

  代表滑移系之间的相互作用，第三项表示由相变引起的自由程变化，可以被写为 [31]𝑖slip
1

𝜆𝛼
tr

= ∑𝑁𝑡𝑟

𝛽 = 1
𝜉𝛼𝛽𝑓𝛽 1

𝐻𝑡𝑟(1−𝑓𝑡𝑟)#(10)

式中：  为相互作用系数。𝜉𝛼𝛽

相变对剪切滑移速率的贡献是通过相变体积分数的变化来实现的。将经典相变模型耦合到晶体塑

性框架中，每一个相变系上的滑移率  可以被表示为 [32]𝛾 𝛽
𝑡𝑟

𝛾 𝛽
𝑡𝑟 = 𝛾𝑡𝑟𝑓 𝛽

𝑡𝑟#(11)

式中：  是相变体系中相变体积分数的变化率，  代表特征剪切应变。对于 FCC 金属而言被设𝑓 𝛽
𝑡𝑟 𝛾𝑡𝑟

置为 。2/2
β 相变体系体积分数的演变速率可表示为 [33]

𝑓 𝛽
𝑡𝑟 = f𝑚𝑎𝑥tanh ( 1

𝑣𝑡𝑟

〈𝑓 𝛽
𝑡𝑟−𝑓 𝛽

𝑐𝑟〉
𝑓 𝛽

𝑐𝑟
)#(12)

式中：  是最大相变速率，用于控制相变演化速率。  为 β 相变系上的临界相变阻力。𝑓𝑚𝑎𝑥 𝑓 𝛽
𝑐𝑟
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此外，在各相变体系中，随着相变体积分数的增加，相变的发生变得越来越困难。因此，临界相

变阻力的演变应该与相变体系中的体积分数有关 [33]

𝑓 𝛽
𝑐𝑟 = ∑N𝑡𝑟

𝛽 = 1
ℜ|𝑓 𝛽

𝑡𝑟|#(13)

式中：  是相变硬化参数，随着相变的发生，相变阻力会增加。这里假设在任何系统中，相变阻力ℜ
的增加都是相同的。

1.2深度学习模型
作为深度学习领域的常见架构，卷积神经网络相较于全连接神经网络具有显著优势，尤其是在图

像识别和计算机视觉任务中。卷积神经网络通过连续的卷积层和最终的全连接层处理图像，有效地提

取层次化特征，并最终实现从特征空间到目标输出的映射关系。本研究将材料的微观结构转换为多通

道图像格式，以更直观地表征其空间分布和物理特性。

卷积运算的数学公式由以下方程描述

Y
𝐿
𝑖,𝑗 = ∑

𝑠
∑

𝑡
𝑿 𝐿−1

𝑖 + 𝑠,𝑗 + 𝑡𝑾
𝐿−1
𝑠,𝑡 + 𝒃𝐿−1#(14)

式中：  是偏置。  与  为可训练参数。𝒃𝐿−1 𝑾𝐿−1
𝑠,𝑡 𝒃𝐿−1

卷积层之后通常会使用池化层来保留关键特征，同时降低特征图维度和模型复杂度。池化有两种

方式：最大池化和平均池化。最大池化从局部区域选择最大值，而平均池化计算局部区域的平均值。

图 2 展示了卷积和最大池化的示意图。

图 2 卷积与池化示意图

Fig.1 Schematic of Convolution and pooling

每一层的输出通常通过激活函数进行非线性变换，这对于增强卷积神经网络模型的表达能力至关

重要。本研究选择了两个激活函数：tanh 和 ReLU。tanh 函数用于将输出压缩在[-1, 1]范围内，而

ReLU 函数则有效缓解梯度消失问题，加速网络的训练过程。

tanh(𝑥) =
𝑒𝑥−𝑒−𝑥

𝑒𝑥 + 𝑒−𝑥,ReLU(𝑥) = max(0,𝑥)#(15)

在卷积神经网络训练过程中，损失函数用于衡量预测值与真实值之间的差异。对于回归问题，均

方误差（MSE）通常用作损失函数，因为它能够有效地量化预测值与实际值之间的偏差

MSE(𝑌 𝑖
𝑝𝑟𝑒𝑑,𝑌 𝑖

𝑡𝑎𝑟) =
1
𝑛∑

𝑛

𝑖 = 1
(𝑌 𝑖

𝑡𝑎𝑟−𝑌 𝑖
𝑝𝑟𝑒𝑑)2#(16)

在卷积神经网络模型的训练过程中，优化器起着至关重要的作用。它根据损失函数的反馈调整模

型参数，最小化损失值，从而提升预测能力和整体性能。常用的优化方法是 Adam 优化器，它结合了

动量和自适应学习率机制，在处理复杂问题时表现出色。对于卷积神经网络模型来说，增加训练参数
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的数量有助于提高准确率，但也存在过拟合的风险。为了解决这个问题，在模型中引入正则化技术来

加速训练过程并有效防止过拟合。

2 结果

2.1 参数标定
参考 Ravi 等 [34]对亚稳态高熵合金 Fe38.5Mn20Co20Cr15Si5Cu1.5 在高应变率下的实验，采用

相同的加载条件进行晶体塑性建模。由于在高应变率下生成数据集的计算成本较高，因此采用二维多

晶模型高效地构建数据集。二维代表性体积元由 30 个取向随机分配的晶粒组成。对代表体元施加周

期性边界条件，如图 3 （a）所示。从侧面施加 2.5 m/s 的速度载荷，实现 2500 s-1 的压缩应变率。

为了可靠地评估材料的冲击响应，采用斜坡速度曲线引入速度载荷，如图 3（b） 所示。

图 3 随机取向多晶模型的 RVE：（a）RVE（32×32）的网格和边界条件，（b）速度载荷曲线

Fig. 3. RVE of the randomly oriented polycrystal model: (a) RVE (32×32) mesh and boundary conditions, (b) velocity load 

curve

图 4（a）为应力-应变曲线模拟结果与实验结果对比，图 4（b）为马氏体体积分数对比。可以

看出，模拟结果与实验数据吻合较好。图 4（a）还给出了不考虑马氏体相变的模拟结果得到的应力-
应变响应（红色虚线）。结果表明，在变形初期，模拟曲线与实验数据吻合较好。然而，随着塑性变

形的加剧，两条曲线之间的差异逐渐出现并增大。这种偏差主要归因于该模型没有引入马氏体相变诱

导的强化机制，从而低估了亚稳态高熵合金在大应变阶段的冲击性能。图 4 （c）进一步展示了马氏

体形核的临界阻力对亚稳态高熵合金冲击响应的影响，可以看到随着  的增加，马氏体相变的发生f𝑐𝑟

变得越来越困难。当  ,马氏体相变受到明显抑制，材料的强度进一步降低。由此可见，f𝑐𝑟 = 280MPa
临界相变阻力的提升增大了马氏体相变发生的门槛，降低了马氏体体积分数及其演化速率，最终影响

了材料强度。在本工作中，晶体塑性有限元模型的参数如表 1 所示

图 4 晶体塑性模拟与实验的比较：（a）有无相变的应力-应变曲线，（b）马氏体体积分数的演变，（c）马氏体的临界

阻力对冲击响应的影响

Fig. 4 Comparison of crystal plasticity simulation and experiment: (a) Stress-strain curves with and without phase 

transformation, (b) Evolution of martensite volume fraction, (c) Effect of critical resistance of martensite on impact response
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表 1 晶体塑性模型本构模型参数

Table 1 Constitutive model parameters of crystal plasticity model

参数 名称 值（单位） 来源

ρ 密度 7655 Kg·m-3 [34]

𝐶𝑝 比热容 430 J/（K·Kg） [34]

𝐶11

𝐶12

𝐶44

弹性参数

弹性参数

弹性参数

174.2GPa

97.9GPa

139.7GPa

[35]

[35]

[35]

𝛼𝑆𝑅 短程阻力系数 0.29 （本工作）

𝛼𝐿𝑅 长程阻力系数 0.7 （本工作）

0 （共面） （本工作）


滑移与相变的相互作用

系数 0.6 （非共面） （本工作）

𝛼𝑚𝑢𝑙𝑡 位错增值系数 0.0017 （本工作）

𝛼𝑎𝑛𝑛𝑖 位错湮灭系数 0.24 （本工作）

𝑓𝑐𝑟 临界相变阻力 180MPa （本工作）

2.2 数据集
数据集的质量在卷积神经网络模型的训练过程中起着至关重要的作用，因为它直接影响模型的收

敛速度和整体性能。高质量的数据集可以提供更相关、更丰富的特征，从而显著加快收敛过程。

本研究生成了 1500 个随机取向，将其分配给有限元模型，采用三种不同的载荷条件：拉伸、压

缩和剪切。这种配置能够探索不同微观结构和载荷条件下亚稳态高熵合金在高应变速率下的应力-应
变曲线和相体积分数演变曲线。值得注意的是，这 1500 个样本获得了令人满意的结果。虽然增加数

据集大小可以提高训练的准确性，但选择 1500 个样本是经过仔细考虑数据集生成所涉及的计算成本

和时间限制后做出的。

卷积神经网络模型的每个输入都表示为一个维度为（32，32，4）的张量。前两个维度对应于代

表体元的网格，每个像素代表有限网格中的相应位置。第三个维度代表图像的四个通道：前三个通道

是三个欧拉角，第四个通道代表代表体元的载荷情况。当载荷为拉伸时，第四个通道的所有值被设置

为 0.1，载荷为压缩时，第四个通道的所有值被设置为 0.5，剪切被设置为 1。正如图 5 所示，一个包

含 1024 个高斯点的代表体元就被有效地变换成一个 32×32 的彩色图像。这种变换在保留晶粒形貌的

同时，还能捕捉到每个晶粒的取向及其周围晶粒的取向信息以及载荷情况，这有利于后续卷积神经网

络的训练。

在本研究中，每个微观组织都与一条应力-应变曲线和马氏体体积分数的演变相关联，两者均被

离散化为 30 个数据点。这样，微观组织、载荷条件以及相应的宏观力学响应（包括应力-应变曲线和

相体积分数的演变）作为输入输出对输入，用于训练卷积神经网络模型。
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图 5 数据集中代表性样本：（a）四通道微结构，（b）第一通道欧拉角 φ1，（c）第二通道欧拉角 φ，（d）图像预处理

示意图，（e）第三通道欧拉角 φ2，（f）第四通道加载条件

Fig. 5 Representative samples in the dataset: (a) Four-channel microstructure, (b) Euler angle φ1 of the first channel, (c) Euler 

angle φ of the second channel, (d) image preprocessing diagram, (e) Euler angle φ2 of the third channel, and (f) loading 

conditions of the fourth channel.

如上文所述，通过晶体塑性模拟获得了不同微观结构在拉伸、压缩和剪切载荷条件下的宏观力学

响应。然后，这些响应通过特定的表示方法转换为用于卷积神经网络模型训练的数据集。训练前，数

据集被随机打乱，并按 7:2:1 的比例划分为训练集、验证集和测试集。图 6 显示了不同数据集中屈服

应力、峰值应力和相体积分数演变的分布。屈服应力、峰值应力和相体积分数演变的统计数据表明，

各数据集中的比例基本一致。因此，每个数据集中的数据能够充分反映力学响应的统计分布。这种数

据集划分对于深度学习模型的训练、验证和测试是合理的。

图 6 图 6 训练集、验证集和测试集中的数据分布：（a）屈服强度、（b）峰值应力、（c）相体积分数

Fig. 6 Data distribution in the training, validation, and test sets: (a) yield strength, (b) peak stress, and (c) phase volume fraction

2.3 卷积神经网络模型的训练和测试
卷积神经网络的架构设计和超参数调优对其预测性能和收敛性有显著的影响。在本节中，训练了

一个高效的卷积神经网络模型，用于准确预测高应变率下亚稳态高熵合金的应力-应变响应和相变体

积分数。本研究使用包含 1050 个样本的数据集进行训练，共进行了 200 个迭代循环。在每次训练迭

代中，批次大小设置为 64，学习率为 1e-3，并使用 Adam 优化器。这种配置不仅有助于加速训练过

程，还能确保训练过程的稳定性，同时降低模型收敛到局部最优的风险。Adam 优化器根据梯度调整

学习率，由于其能够有效地管理参数更新中的动态调整，特别适合训练复杂模型。
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本研究采用的卷积神经网络模型由三个卷积层和三个全连接层组成。每个卷积层后接一个最大池

化层，该层在保持特征空间不变性的同时，降低了特征图的维度和计算量，从而有效地减少了训练所

需的参数数量。在全连接层中，引入了 Dropout 正则化以防止过拟合。Dropout 的工作原理是在训练

过程中随机停用一定比例的神经元，从而破坏神经元之间的相互依赖关系，提高卷积神经网络模型的

泛化能力。

图 7 具有双分支回归器的卷积神经网络模型的详细架构

Fig. 7 Convolutional neural network model architecture with a two-branch regressor

本研究针对微结构-响应映射的单输入双输出特性（即单个微结构同时对应应力-应变曲线和相体

积分数演化曲线），设计了一个基于参数共享的多任务学习框架。该网络架构由一个特征编码器和一

个双分支回归器组成。该结构能够有效地学习不同微结构在不同载荷条件下的响应模式，从而提升其

在多任务学习场景下的性能。卷积神经网络的具体架构如图 7 所示。

经过 200 个轮次的训练，模型达到了稳定的收敛状态。如图 8（a）所示，由于参数初始化的随

机性，卷积神经网络模型初始损失值较高，此时模型尚未学习到有效的特征。然而，随着训练的进行，

损失值迅速下降并稳定在一个较低的水平，表明模型已经逐步优化，获得了较强的数据拟合能力。此

外，在训练过程结束时，训练损失（0.0002）和验证损失（0.0014）均保持在较低水平，表明模型在

训练集和验证集上均取得了良好的优化性能。

从图 8（b）中的误差曲线可以看出，训练误差随着训练迭代次数的增加而快速下降，最终稳定

在较低水平。这进一步证实了模型能够有效地拟合训练数据。此外，验证误差也呈现出与训练误差类

似的下降趋势，既没有出现明显的波动，也没有出现大幅的上升。这表明模型在训练过程中并未出现

明显的过拟合现象，在验证集上始终保持较低的误差，展现出良好的泛化能力。
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图 8 训练集与测试集上损失函数与误差随训练过程的演化

Fig. 8 Evolution of loss function and error on training and test sets during training

基于训练好的卷积神经网络模型，计算了测试集样品的力学响应和相体积分数演变的预测结果，

并将预测值与晶体塑性模型结果的对比如图 9 所示。需要强调的是，测试集的数据没有参与训练过

程，因此这些测试样本对于训练好的卷积神经网络模型来说是全新的。

图 9 （a）、（b）和（c）展示了三个关键变量的回归分析结果：归一化屈服强度、归一化峰值

应力和最大相体积分数。x 轴和 y 轴分别表示这些变量的预测值和真实值。从回归分析中可以看出，

这三个变量的预测值与真实值均表现出较高的相关性，R² 值分别为 0.9897、0.9886 和 0.9495。其中，

归一化屈服强度和归一化极限强度的 R² 值接近 1，反映出预测值与真实值之间存在极强的线性关系。

这表明该模型对这两个变量具有出色的预测精度。虽然最大相体积分数的 R² 值略低，但仍在一定范

围内。各子图右下角插入的柱形图给出了对应变量绝对误差的相对频率分布：误差分布整体呈左偏，

绝大多数样本集中在低误差区域内，其中图 9（a）与（b）的误差分布更为集中。在测试集中超过

85%的样本屈服强度的误差值小于 40MPa，75%样本的峰值应力误差值小于 70MPa。图 9（c）的误

差分布相对分散，但 90%以上的误差都保持在 4%以内，这也进一步印证了回归分析的结果。

图 9 测试集上的预测结果：（a）归一化屈服强度（b）归一化极限强度和（c）相体积分数

Fig. 9 Prediction results on the test set: (a) normalized yield strength (b) normalized ultimate strength and (c) phase volume 

fraction

图 10（a）、（b）和（c）展示了卷积神经网络模型预测拉伸、压缩和剪切应力-应变曲线以及

相体积分数演变的性能。尽管预测值与真实值之间存在微小偏差，但模型整体表现出较高的准确性和

可靠性。这些结果进一步验证了卷积神经网络模型在模拟复杂力学行为和相变过程方面的有效性，并

表明该模型能够对不同载荷条件下的材料响应提供高质量的预测。
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图 10 测试集上预测值与真实值的对比：（a）拉伸、（b）压缩和（c）剪切的真实应力和相体积分数曲线

Fig. 10 Comparison of predicted and true values on the test set: true stress and phase volume fraction curves for (a) tension, (b) 

compression, and (c) shear

3 讨论

3.1 学习率对训练过程的影响
学习率是卷积神经网络训练过程中最关键的超参数之一，它决定了梯度下降过程中参数更新的步

长，直接影响模型的收敛速度、稳定性以及整体的优化性能。通常，较大的学习率会导致参数更新步

长过大，模型难以稳定地逼近全局最优，甚至可能引发梯度爆炸或参数振荡，最终导致训练过程无法

收敛。相反，较小的学习率通常可以获得更稳定的训练过程，但同时也会减慢收敛速度，降低优化效

率，并可能导致模型陷入局部最优。

为了探究不同学习率大小对模型性能的影响，采用不同数量级的学习率训练了卷积神经网络。具

体来说，学习率设置为 10-n（n=1，2，3，4），并使用 Adam 优化器。监测训练损失和验证损失，

以评估不同学习率下的优化行为。如图 11（a）所示，当学习率设置为 0.1 时，训练损失出现了明显

的震荡，甚至出现了极端的数值波动，表明模型完全无法收敛。同时，验证损失一直处于较高水平，

没有下降趋势，这表明模型无法有效地学习到有意义的数据特征。这种不稳定性是由于学习率过大导

致参数更新过于激进，最终导致模型持续超越最优点而无法稳定下降，最终训练失败。图 11（b）中，

当学习率降低至 0.01 时，训练过程开始呈现一定程度的收敛，但仍然出现了明显的震荡。虽然训练

损失相比 0.1 的情况有显著降低，但在某些训练阶段仍然出现了损失的突然飙升。这种现象很可能是

由于学习率仍然较高，导致梯度更新不稳定，容易出现梯度爆炸或参数波动过大的情况。图 11 
（c）展示了学习率为 0.001 时的训练场景。此时，训练损失和验证损失在训练初期都迅速下降并最

终趋于稳定。在整个训练过程中，损失曲线没有出现明显的震荡，表明模型能够稳定地进行优化，并

成功捕捉到数据中潜在的模式。与前两种情况相比，0.001 的学习率能够使模型在更短的训练时间内

达到最优收敛状态。最后，图 11（d）展示了学习率为 0.0001 的训练过程。虽然整体收敛效果令人

满意，但训练损失和验证损失略高于学习率为 0.001 时的数值。这表明，虽然较小的学习率有利于优

化过程更加稳定，但也会减慢收敛速度，需要更多的训练轮数才能达到相当的收敛水平。基于这些观

察，本研究选择 0.001 作为最佳学习率，以平衡收敛速度和优化稳定性。录
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图 11 不同学习率的训练过程：（a）学习率=0.1，（b）学习率=0.01，（c）学习率=0.001，（d）学习率=0.0001

Fig. 11 Training process with different learning rates: (a) learning rate = 0.1, (b) learning rate = 0.01, (c) learning rate = 0.001, 

(d) learning rate = 0.0001

3.2 优化器对训练过程的影响
在卷积神经网络的训练过程中，优化器的选择对模型的收敛速度、稳定性以及整体优化性能至关

重要。本研究比较了四种不同优化器的优化性能：随机梯度下降（SGD）、带动量梯度下降的 
SGD+Momentum、RMSprop 和 Adam，并分析了它们在损失收敛趋势上的差异。为了确保公平比较，

所有优化器均采用固定的 0.001 学习率进行训练，并保持一致的实验条件。

正如图 12 所示，不同的优化器在收敛速度、稳定性和最终损失方面存在显著差异。SGD 仅根据

当前梯度更新参数，导致训练过程相对较慢。虽然最终收敛，但最终损失仍然较高。

SGD+momentum 通过引入动量项，在一定程度上加快了收敛速度，并减少了训练过程中的震荡。然

而，其最终损失仍然较高，并未达到最优性能。

RMSprop 作为一种自适应学习率优化器，在本研究中展现出更快的收敛趋势，但其损失曲线存

在明显的震荡和突变，表明训练过程缺乏稳定性，可能会影响模型的泛化能力。相比之下，Adam 优

化器融合了 momentum 和 RMSprop 的优势，训练过程更平滑，收敛速度最快，最终损失最低，在收

敛速度和损失最小化方面取得了最佳的综合表现。

总体而言，在给定的实验条件下，Adam 优化器表现出最优性能，它不仅加速了卷积神经网络训

练的收敛，还有效降低了损失，从而提升了模型的整体预测能力。因此，对于高应变率条件下不同微

观组织的亚稳态高熵合金的力学性能预测，Adam 优化器展现出优异的收敛性和鲁棒性，从而提供更

稳定、高效的训练过程。
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图 12 不同优化器的训练过程：(a) SGD, (b) SGD+moment, (c) RMSprop, (d) Adam

Fig. 12 Training process of different optimizers: (a) SGD, (b) SGD+moment, (c) RMSprop, (d) Adam

3.3 计算效率比较
从图 13 可以看出，基于卷积神经网络的预测模型在计算效率方面具有显著优势：当载荷分别为

拉伸（加载条件为 0.1），压缩（加载条件为 0.5），剪切（加载条件为 1）时，它仅需一次快速前向

传播即可完成材料力学行为的预测，而无需晶体塑性模拟逐步求解复杂的增量迭代方程。对于晶体塑

性模拟，需要对材料内部位错、滑移系激活等微观机制进行高保真计算，往往需要大量的迭代和收敛

判断，耗时较长；而卷积神经网络模型经过离线训练后，只需进行简单的张量运算即可在极短的时间

内完成推理，尤其在批量处理或在线监测场景中，可以显著提升效率。

图 13 晶体塑性模拟与卷积神经网络计算效率比较

Fig. 13 Comparison of computational efficiency between crystal plasticity simulation and convolutional neural network

录
用
稿
件
，
非
最
终
出
版
稿



爆  炸  与  冲  击

Explosion and Shock Waves

14

为了充分验证深度学习框架的预测能力，在随机加载条件下下预测了亚稳态高熵合金的冲击响应

过程。从图 14 对比了材料在经历压缩、剪切、拉伸、剪切、压缩变形过程后晶体塑性模拟结果与卷

积神经网络的预测结果。可以看到，模型在各个加载阶段均能准确捕捉材料的冲击响应，仅在大塑性

末段出现轻微高估。总体而言，应力-应变行为被准确地捕获，进一步证实了卷积神经网络框架预测

亚稳态高熵合金冲击响应的准确性。

图 14 变加载条件下晶体塑性模拟与卷积神经网络结果对比（实线：晶体塑性有限元模拟；虚线：卷积神经网络）

Fig. 14 Comparison of crystal plasticity simulation and convolutional neural network results under variable loading conditions 

(solid line: crystal plasticity finite element simulation; dashed line: convolutional neural network)

4 结论
在本研究中，提出了一个将晶体塑性与卷积神经网络耦合的计算框架，以实现对不同微观结构和

载荷条件下应力-应变曲线和相体积分数演变的可靠预测。通过系统地比较不同的优化器和学习率，

确定了对数据集表现出优异预测性能的最优卷积神经网络模型参数。最后，利用测试数据集验证了训

练后的卷积神经网络模型的稳健性，这为研究高应变率条件下亚稳态高熵合金的变形行为提供了宝贵

的见解。本研究的主要结论可以概括如下：

1. 随机生成共 1500 个不同的微结构，并将其纳入不同载荷条件下的晶体塑性有限元模型。将生

成的数据集划分为训练集、验证集和测试集，以支持卷积神经网络的训练。

2. 所提出的计算框架将晶体塑性与卷积神经网络相结合，在预测高应变率下亚稳态高熵合金的

力学行为方面，与晶体塑性有限元模拟表现出高度一致性。这种一致性在测试集中同样得到了证实。

3. 与晶体塑性有限元模拟相比，提出的基于卷积神经网络的框架显著提高了计算效率。基准测

试结果表明，计算时间从分钟级缩短至亚秒级，同时保持了较高的预测精度。
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